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Abstract. El aprendizaje continuo plantea el reto de incorporar infor-
mación nueva sin sacrificar el conocimiento adquirido, fenómeno conocido
como olvido catastrófico. En este trabajo exploramos cómo evolucionan
los espacios de características internos de una red neuronal profunda a lo
largo de varias etapas de entrenamiento y bajo diferentes estrategias de
mitigación del olvido. Para ello, empleamos una arquitectura ResNet-18
entrenada secuencialmente sobre CIFAR-10, comparando dos enfoques:
fine-tuning puro y replay con buffer de ejemplos. Medimos la similaridad
de subespacios de activaciones mediante ángulos principales tras aplicar
PCA en cada capa. Nuestros resultados revelan que las capas más próx-
imas a la entrada mantienen subespacios casi invariantes, mientras que
las capas profundas sufren cambios sustanciales tras cada nueva tarea.

Introducción

El aprendizaje continuo (continual learning, CL) es un paradigma de aprendizaje
automático en el que un modelo observa datos de forma secuencial y debe incor-
porar nueva información sin olvidar el conocimiento previamente adquirido. A
diferencia del entrenamiento offline, donde todos los datos están disponibles de
antemano, en CL el modelo recibe una serie de tareas o flujos de datos sucesivos,
obligándolo a adaptarse de manera incremental. Este escenario refleja mejor las
condiciones del mundo real, donde los datos llegan de forma progresiva y los
sistemas deben aprender y actualizarse sobre la marcha.

En visión por computador, las redes neuronales profundas han logrado logros
sobresalientes en clasificación, detección y segmentación, pero habitualmente se
entrenan en un único ciclo de datos estáticos. Cuando se aplican de manera se-
cuencial, sufren el fenómeno conocido como olvido catastrófico: la adaptación a
nuevos ejemplos degrada drásticamente el desempeño en las tareas anteriores.
Superar este compromiso entre plasticidad (capacidad de aprender nuevas tar-
eas) y estabilidad (preservar el conocimiento previo) constituye el principal
desafío de CL.

La literatura propone tres grandes familias de estrategias para mitigar el
olvido catastrófico:
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1. Regularización sobre pesos importantes, como Elastic Weight Consol-
idation (EWC) o Synaptic Intelligence (SI), que penalizan los cambios en
parámetros clave para tareas anteriores.

2. Replay de datos, ya sea mediante buffers de ejemplos reales o generativos,
que reintroducen información pasada durante el entrenamiento de nuevas
tareas.

3. Expansión de la arquitectura, agregando neuronas, módulos o mecanis-
mos de prompting dedicados a cada tarea para aumentar la capacidad del
modelo.

Gracias a estos métodos, se han logrado avances significativos en conjuntos
de datos secuenciales de clasificación de imágenes. Sin embargo, siguen abier-
tas preguntas fundamentales sobre cómo y dónde se almacena el conocimiento
a nivel de representaciones internas. En este trabajo nos enfocamos en analizar
la evolución de los subespacios de activaciones de una ResNet-18 entrenada se-
cuencialmente sobre CIFAR-10, comparando estrategias de fine-tuning y replay.
Para ello, aplicamos análisis de componentes principales (PCA) y mediciones de
ángulos principales en cada capa, con el fin de entender mejor el compromiso
estabilidad-plasticidad en redes de visión.

Configuración experimental

Escenario de tareas Trabajamos sobre CIFAR-10 dividiendo sus 10 clases en 2
tareas secuenciales de 5 clases cada una. En cada paso t ∈ {0, 1}, el modelo
ve únicamente las imágenes de las dos clases correspondientes a la tarea t. Cada
experimento se repitió varias veces con distintas permutaciones aleatorias del
orden de las clases; los resultados fueron consistentes independientemente de la
permutación.

Estrategias de entrenamiento Comparamos dos enfoques de aprendizaje continuo
sobre este único escenario:

– Fine-tuning: entrenamiento estrictamente secuencial, sin mecanismos de
mitigación de olvido.

– Replay: durante el entrenamiento en la tarea t, el lote se construye mez-
clando ejemplos de las dos clases nuevas con un buffer fijo de 8 000 muestras
totales de las tareas previas, extraídas de forma aleatoria.

Detalles de entrenamiento

– Arquitectura: ResNet-18 sin-preentrenar.
– Optimizador: SGD con tasa de aprendizaje inicial 0.01, momento 0.9 y de-

caimiento de peso 5× 10−4.
– Épocas por tarea: 30.
– Batch size: 128.
– Preprocesamiento: imágenes redimensionadas a 224× 224
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Repositorio completo El repositorio con todas las configuraciones experi-
mentales y los resultados de los experimentos está disponible en: https:
//github.com/eguar11011/Continual

Métricas de evaluación Al concluir la última tarea, reportamos:

• Exactitud global final : accuracy obtenida en las 10 clases.
• Exactitud por tarea: accuracy individual de cada tarea al finalizar su

entrenamiento.
• Análisis de subespacios: aplicamos PCA a las activaciones de cada capa

y medimos los ángulos principales entre subespacios de tareas sucesivas
para cuantificar los cambios en las representaciones.

Métrica de similaridad entre representaciones

Dado un mismo conjunto de ejemplos, consideramos dos matrices de acti-
vaciones X,Y ∈ RN×d obtenidas en distintos momentos del entrenamiento
(o de dos modelos diferentes). Cada fila corresponde a un ejemplo y cada
columna a la activación de una neurona. Para cuantificar cuánto varían las
representaciones internas empleamos la métrica de ángulos principales entre
los subespacios generados por las K componentes principales de cada matriz.

1. Centrado. Restamos la media por dimensión: X̃ = X − 1µ⊤
X y Ỹ =

Y − 1µ⊤
Y , con µX , µY ∈ Rd.

2. PCA. Aplicamos SVD a cada matriz centrada y retenemos las K direc-
ciones de máxima varianza:

X̃ = UXΣXV⊤
X , Ỹ = UY ΣY V

⊤
Y ,

U1 := VX(:, 1:K) y U2 := VY (:, 1:K) forman bases ortonormales de sus
respectivos subespacios.

3. Ángulos principales. Calculamos la proyección cruzada C = U⊤
1 U2 ∈

RK×K y su SVD C = PΣQ⊤. Los valores singulares σi satisfacen
σi = cos θi, donde θi es el i-ésimo ángulo principal entre los subespacios.

4. Similaridad. Definimos la métrica

Sim(X,Y) =
1

K

K∑
i=1

cos2 θi =
1

K

K∑
i=1

σ2
i ,

que toma valor 1 si los subespacios coinciden y 0 cuando son ortogonales1.

En nuestros experimentos fijamos K = 20 para todas las capas y, una vez
entrenados los modelos, hacemos pasar un subconjunto de ejemplos de cada
tarea por los distintos checkpoints con el fin de cuantificar cómo evolucionan
las representaciones a lo largo del aprendizaje secuencial.

1 Escogemos el promedio de cos2 θi por su invarianza a rotaciones internas del sube-
spacio y su uso extendido en la literatura de representational similarity.
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Resultados

Nuestros experimentos revelan con claridad el impacto del olvido catastrófico
sobre el desempeño de los modelos entrenados secuencialmente:
Metodología Fintetune (modelo base)
La estrategia de fine-tuning permite que el modelo aprenda rápidamente la
tarea actual, alcanzando una precisión cercana al 100% en los datos de la
tarea que recién se entreno. Sin embargo, al reevaluar sobre las tareas previas,
la exactitud se desploma prácticamente a cero. Esto indica que los parámet-
ros ajustados para la nueva tarea sobrescriben por completo la información
aprendida anteriormente.

(a) Matriz de confusión — tarea 1 (b) Matriz de confusión — global

Fig. 1: Fine-tuning secuencial: alta precisión en la tarea actual (a), pero casi nula
en las anteriores (b).

Evolución de la exactitud por tarea La Figura 2 muestra la precisión de cada
tarea medida inmediatamente después de su entrenamiento. Se observa que:

• Cada nueva tarea se aprende con alta exactitud al final de sus 30 épocas.
• Tras finalizar el aprendizaje de dos tareas, la exactitud de todas las tareas

anteriores cae abruptamente, confirmando el olvido casi total.

Interpretación Estos resultados ilustran que el fine-tuning puro carece de
mecanismos para preservar el conocimiento previo. Cada ajuste de parámet-
ros se realiza sin restricción, provocando que las representaciones útiles para
tareas antiguas sean reemplazadas por completo. Más adelante compara-
remos este comportamiento con la estrategia de replay, que introduce revis-
itación de datos antiguos y atenúa este efecto de olvido.
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Fig. 2: Exactitud por tareas en el entrenamiento secuencial.

Metodología Replay
La estrategia de replay muestra una notable reducción del olvido catastrófico
en comparación con el fine-tuning puro. Al reutilizar datos previos mediante
un buffer fijo de ejemplos, la red neuronal consigue preservar buena parte
del conocimiento adquirido previamente. Esto se refleja en las matrices de
confusión (Figura 3), donde observamos que el rendimiento del modelo no
solo es elevado para la tarea actual, sino también considerablemente mejor
sobre las tareas anteriores.

(a) Matriz de confusión – tarea 1 (b) Matriz de confusión – tareas previas

Fig. 3: Resultados con replay: rendimiento alto en la tarea actual y menor dete-
rioro en tareas anteriores.

Evolución de la exactitud por tarea con replay La Figura 4 presenta la evolu-
ción de la exactitud por tarea al aplicar replay. Observamos que:
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• El rendimiento sobre las tareas pasadas disminuye moderadamente en
lugar de caer drásticamente, como sucedía con fine-tuning.

• El modelo logra un equilibrio eficaz entre adaptabilidad a tareas nuevas
y estabilidad del conocimiento previo, alcanzando una precisión global
superior.

Fig. 4: Exactitud por tarea del entrenamiento secuencial con replay.

Interpretación Estos resultados destacan claramente que reutilizar datos
previos mediante replay es una técnica efectiva para mitigar el olvido catas-
trófico. A diferencia del fine-tuning puro, replay proporciona al modelo una
forma de consolidar representaciones internas que son útiles en varias tar-
eas secuenciales. A continuación, profundizaremos en cómo estas representa-
ciones internas cambian específicamente en distintas capas de la red neuronal,
empleando el análisis de subespacios.

Similaridad del espacio de características
Para entender cómo la red neuronal cambia internamente a lo largo del
entrenamiento continuo, realizamos un análisis comparativo detallado. En
particular, examinamos qué sucede cuando los datos de la tarea 1 se procesan
con el modelo entrenado tras la tarea 1, comparado con los datos de la tarea
2 procesados por el modelo entrenado tras la tarea 2. Esta comparación se
muestra en las gráficas de similaridad (Figura 5), donde se empleó PCA y
ángulos principales para medir cuánto cambia el subespacio de características
en cada capa.
Estos resultados revelan que las primeras capas presentan una alta similari-
dad entre tareas consecutivas, lo que sugiere que la red reutiliza caracterís-
ticas generales y básicas para diferentes tareas. En cambio, las capas más
profundas muestran cambios significativos, indicando que la red adapta sus
representaciones internas de manera específica a cada tarea nueva.
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(a) Fine-tune · ResNet · Subspace Sim-
ilarity

(b) Replay · ResNet · Subspace Similar-
ity

Fig. 5: Comparación de la similaridad de subespacios en cada Capa 0 . . . 5 bajo
dos estrategias de aprendizaje continuo.

Particularidades del experimento
Destacamos especialmente el experimento que compara las representaciones
de la tarea 1 tras el entrenamiento en la tarea 2 (Task1-Post Model 2) contra
las representaciones de la tarea 2 tras el entrenamiento en la tarea 2 (Task2-
Post Model 2). En el caso del fine-tuning, las últimas capas muestran una
alta similaridad entre tareas, lo cual coincide con un desempeño deficiente.
Esto sugiere que el modelo está codificando ambas tareas de forma muy
similar, confundiendo las representaciones.
Por el contrario, en la estrategia de replay, observamos una baja similar-
idad entre estas mismas representaciones, lo que corresponde a un mejor
rendimiento general. Esto indica que el modelo con replay es capaz de man-
tener representaciones claramente diferenciadas entre tareas consecutivas,
facilitando la preservación del conocimiento anterior.

Trabajos Futuros

En trabajos posteriores proponemos explorar las siguientes líneas:

• Realizar una comparación de la similaridad de subespacios utilizando
otros métodos de análisis de representaciones, como CKA o SVCCA.

• Evaluar cómo varía la dinámica de la similaridad interna al emplear
diferentes arquitecturas de redes profundas (por ejemplo, ResNet-50, Ef-
ficientNet o Vision Transformers).

• Diseñar y proponer nuevos algoritmos que mitiguen el incremento de
similaridad en las capas más profundas, con el fin de preservar mejor las
representaciones de tareas anteriores.
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